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Introdução

No melhoramento genético 
de plantas, os ensaios mul-
tiambientais são importantes 
para testar a adaptação geral 
e específica das cultivares. 
Uma cultivar desenvolvendo-
-se em diferentes ambientes 
mostrará uma flutuação signi-
f icativa do desempenho na 
produção relativa a outras 
cultivares. Essas mudanças 
são influenciadas por diferen-
tes condições ambientais e 
são referidas como interação 
genótipo por ambiente ou 
G×A.

Muitas vezes os experimen-
tos G×A são desbalanceados e 
vários genótipos não são tes-
tados em alguns ambientes. 
Uma maneira muito comum 
de analisar dados provenientes 
desse tipo de estudos é impu-
tar as observações ausentes e 
posteriormente, aplicar proce-
dimentos clássicos, como por 
exemplo, o modelo de efeitos 
aditivos com interação multi-
plicativa (AMMI) ou a regres-
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são fatorial (van Eeuwijk et 
al., 2005, 2007; Gauch, 2006; 
Romagosa et al., 2008; Arci-
niegas-Alarcón e Dias, 2009b) 
sobre a matriz de dados com-
pletada (observados + imputa-
dos). Uma aproximação alter-
nativa é trabalhar com dados 
incompletos sob a estrutura 
do modelo misto com estima-
tivas baseadas em máxima 
verossimilhança (Kang et al., 
2004).

Na literatura têm sido suge-
ridos vários métodos de impu-
tação para resolver o proble-
ma de dados faltantes. Um 
dos primeiros estudos foi o 
feito por Freeman (1975), que 
sugere imputar as observações 
ausentes de maneira iterativa 
minimizando a soma de qua-
drados do erro e sobre a tabe-
la completa fazer as análises 
da interação G×A diminuindo 
os graus de liberdade pelo 
número de dados faltantes. 
Um trabalho aceito nestes 
experimentos foi o desenvol-
vido por Gauch e Zobel 
(1990), que fizeram a imputa-

ção através do uso do algorit-
mo EM e o modelo AMMI. 
Algumas alternativas desse 
procedimento usando estatísti-
ca multivariada (análise de 
agrupamentos) foram descritas 
em Godfrey et al. (2002). 
Mandel (1993) propôs fazer a 
imputação em tabelas incom-
pletas de dupla entrada usan-
do funções lineares das linhas 
(ou colunas). Outros estudos 
que são recomendados por 
van Eeuwijk e Kroonenberg 
(1998) no caso de observações 
faltantes para experimentos 
G×A com resultados razoavel-
mente bons, foram os desen-
volvidos por Denis (1991), 
Calinski et al. (1992) e Denis 
e Baril (1992). Eles encontra-
ram que usando imputações 
através dos mínimos quadra-
dos alternados com modelos 
de interação bilinear ou esti-
mativas AMMI baseadas em 
submodelos robustos pode-se 
obter resultados tão bons 
como os encontrados com o 
algoritmo EM. Adicionalmen-
te, Calinski et al. (1999) apre-

sentaram um algoritmo que 
combina a decomposição por 
valores singulares (DVS) de 
uma matriz com o algoritmo 
EM, obtendo resultados muito 
úteis para aqueles experimen-
tos em que os mínimos qua-
drados alternados apresentam 
alguns problemas, como por 
exemplo, falhas de convergên-
cia. Mais recentemente, Ber-
gamo et al. (2008) propuse-
ram um método de imputação 
múltipla livre de distribuição 
que foi avaliado por Arcinie-
gas-Alarcón (2008) comparan-
do-o com outros algoritmos 
em um estudo de simulação a 
partir de dados reais. Final-
mente, um método de imputa-
ção determinística sem pres-
suposições estruturais nem 
distribucionais para os experi-
mentos multiambientais foi 
proposto por Arciniegas-Alar-
cón et al. (2010). O método 
utiliza uma mistura de regres-
são com a aproximação de 
posto inferior de uma matriz.

Geralmente, os estudos que 
envolvem observações ausen-
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RESUMO

O objetivo deste trabalho foi estudar os erros de predição 
associados a quatro métodos de imputação de dados aplica-
dos para resolver o problema de desbalanceamento em expe-
rimentos com interação genótipo×ambiente (G×A). Um estudo 
de simulação foi realizado com base em quatro matrizes com-
pletas de dados reais, obtidas em ensaios de interação G×A 
de ervilha, algodão, feijão e eucalipto respectivamente. A si-
mulação de desbalanceamento foi feita com retiradas aleató-
rias de 10, 20 e 40% dos dados em cada matriz. Os erros de 

predição foram encontrados utilizando-se validação cruzada, e 
foram testados intervalos de confiança de 95% para as obser-
vações ausentes. Para imputação de dados foram considerados 
algoritmos usando modelos de efeitos aditivos sem interação e 
estimativas de modelos de efeitos aditivos com interação multi-
plicativa baseadas em submodelos robustos. Em geral, os me-
lhores erros de predição foram apresentados após a imputação 
por meio de um modelo aditivo sem interação.
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tes, como os descritos acima, 
têm principalmente como foco 
de pesquisa a imputação do 
dado e por isso, a diferença 
deles, o objetivo deste traba-
lho consiste em estudar os 
erros de predição (ou imputa-
ção) associados aos métodos 
de imputação usados em ex-
perimentos de interação G×A. 
Para delimitar a pesquisa fo-
ram considerados quatro algo-
ritmos de imputação e para 
encontrar os respectivos erros 
foi utilizada a técnica conhe-
cida como validação cruzada.

Material e Métodos

Os dados utilizados corres-
pondem a quatro matrizes de 
experimentos reais G×A publi-
cados em Calinski et al. 
(2009) com genótipos de ervi-
lha, de algodão em Farias 
(2005), de feijão em Flores et 
al. (1998) e de eucalipto em 
Lavoranti (2003). As matrizes 

têm dimensões 18×9, 15×27, 
15×12 e 20×7 (cultiva res×lo-
cais) respectivamente, e con-
têm as produções médias 
(kg·ha-1), exceto, nos dados de 
eucalipto, nos quais foi coleta-
da a média de altura em me-
tros. Cada referência traz um 
completo detalhe dos delinea-
mentos experimentais usados, 
mas por questão de espaço 
não são apresentados aqui.

Para imputar observações, 
foram considerados os resulta-
dos descritos em Arciniegas-
-Alarcón e Dias (2009a). Nesse 
trabalho se encontrou que as 
imputações realizadas por mí-
nimos quadrados alternados 
com um modelo aditivo sem 
interação (ALS(0)) e as esti-
mativas AMMI baseadas em 
submodelos robustos (r-AM-
MI) podem ser mais eficientes 
do que a imputação múltipla 
livre de distribuição baseada 
na DVS de uma matriz. Na 
prática, o método ALS(0) é 

equivalente a fazer estimação 
mínimos quadrados utilizando 
um modelo AMMI0 ou yij = µ 
+ai +bj +eij sem envolver algu-
ma iteração, em que yij repre-
senta a variável estudada, ai, bj 
representam os efeitos princi-
pais genotípicos e ambientais, 
e eij representa o termo do 
erro associado ao i-ésimo ge-
nótipo e ao j-ésimo ambiente.

Entretanto, o método r-AM-
MI proposto por Denis e Baril 
(1992) utiliza os modelos 
AMMI, tais como os AMMIk 
ou yij = µ +ai +bj +λ1α1iγ1j 
+λ2α2iγ2j + ... +λkαkiγkj +eij, em 
que yij, ai, bj e eij já foram de-
finidos anteriormente e os k 
componentes multiplicativos 
representam a interação G×A, 
em que λk, α1k e γ1k (k=1,...,) 
são estimados pela DVS da 
matriz de resíduos depois de 
ajustar a parte aditiva. λk é 
estimado pelo k-ésimo valor 
singular da DVS, e α1k e γ1k 
são estimados pelos correspon-

dentes autovetores genotípicos 
e ambientais correspondentes a 
λk. O método sugere que no 
caso de observações ausentes 
em experimentos G×A, devem-
-se fazer análises sobre tabelas 
completas, em que os dados 
faltantes são substituídos pelas 
estimativas de um submodelo 
robusto. Resultados empíricos 
indicaram que uma pondera-
ção igual para os valores au-
sentes e observados é aceitá-
vel. Com uma ponderação 
igual, as análises são equiva-
lentes às análises AMMI clás-
sicas para dados completos. 
Para a análise AMMI1, Denis 
e Baril (1992) propuseram 
AMMI0 como um submodelo 
robusto; da mesma maneira o 
AMMI1 pode ser usado como 
um submodelo robusto para 
uma análise AMMI2, e assim 
sucessivamente. Em geral, para 
uma análise AMMIk+1 um 
submodelo robusto pode ser 
AMMIk, e então o método é 
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RESUMEN

The aim of this work was the study of prediction er-
rors associated with four imputation methods applied 
to solve the problem of unbalance in experiments with 
genotype×environment (G×E) interaction. A simulation study 
was carried out based on four complete matrices of real data 
obtained in trials of interaction G×E of pea, cotton, beans and 
eucalyptus, respectively. The simulation of unbalance was done 
with random withdrawal of 10, 20 and 40% in each matrix. 

El objetivo de este trabajo fue estudiar los errores de pre-
dicción asociados a cuatro métodos de imputación de datos 
aplicados para resolver el problema de desbalanceamiento en 
experimentos con interacción genotipo×ambiente (G×A). Se 
realizó un estudio de simulación con base en cuatro matrices 
completas de datos reales, obtenidas en ensayos de interacción 
G×A de arveja, algodón, fríjol e eucalipto, respectivamente. La 
simulación de desbalanceamiento fue realizada por medio de 
pérdidas aleatorias de 10, 20 y 40% de los datos en cada ma-

The prediction errors were found using cross-validation and 
were tested in classic intervals of 95% for missing data. For 
data imputation, algorithms were considered using models of 
additive effects without interaction and model estimates of ad-
ditive effects with multiplicative interaction based on robust 
submodels. In general, the best prediction errors were obtained 
after imputation through an additive model without interaction.

triz. Los errores de predicción fueron encontrados utilizando 
validación cruzada, y fueron evaluados intervalos de confianza 
de 95% para las observaciones ausentes. Para la imputación 
de datos fueron considerados algoritmos usando modelos de 
efectos aditivos sin interacción y estimaciones de modelos de 
efectos aditivos con interacción multiplicativa basadas en sub-
modelos robustos. En general, los mejores errores de predic-
ción se presentaron después de la imputación por medio de un 
modelo aditivo sin interacción.
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chamado r-AMMIk. Levando 
em conta o exposto acima, 
neste trabalho foram conside-
rados os métodos de imputa-
ção: modelo aditivo sem inte-
ração, r-AMMI1, r-AMMI2 e 
r-AMMI3.

Uma vez estabelecidos os 
métodos de imputação, pode 
ser muito útil a comparação 
do desempenho de cada um 
deles com a estrutura da inte-
ração que apresenta cada ma-
triz de dados original comple-
ta. Para isso, encontraram-se o 
número de componentes multi-
plicativos dos modelos AMMI 
que deveriam ser usados. Para 
encontrar esse número, foi uti-
lizada a validação cruzada 
‘leave-one-out’ por autovetor. 
O método sugerido por Bro et 
al. (2008) se descreve a seguir: 
Seja x a matriz de interação 
de dimensão (I×J), a qual pode 
ser padronizada (Dias e Krza-
nowski, 2003):

1) Subdivide-se x em um cer-
to número de grupos, deleta-se 
cada grupo por vez a partir 
dos dados e se calcula um mo-
delo de análise de componen-
tes principais (o qual pode ser 
expresso em termos de duas 
matrizes t e P) sobre os ele-
mentos remanescentes. 

2) Para cada componente prin-
cipal e k= 1,...,min(I-1,J-1) e 
para cada grupo i=1,..., I, então

a) Para a coluna (ou colunas 
deletadas) j=1,..., J:

i) Estimar , 
em que P(-j) é a matriz de pon-
derações P encontrada no pas-
so 1 com a j-ésima linha ex-
cluída.  é um vetor linha 
contendo a i-ésima linha de x 
sem o j-ésimo elemento.

ii) Estimar o elemento x(ij) atra-
vés de , em que pj 
é a j-ésima linha de P. 
iii) Encontrar o erro de predi-
ção para o (i,j)-ésimo elemento 

b) Estimar a medida de discre-
pância entre o valor atual (da 
matriz original) e o valor predi-

to como 

Outro aspecto que deve ser 
considerado é o mecanismo 

de ausência dos dados. Geral-
mente, em situações que en-
volvem a avaliação de vários 
genótipos em diferentes am-
bientes podem ser encontradas 
observações ausentes seguin-
do a definição proposta por 
Little e Rubin (2002), isto é, 
completamente aleatórias 
(MCAR), aleatórias (MAR) e 
não aleatórias (MNAR). Valo-
res faltantes completamente 
aleatórios podem ocorrer 
quando se têm, por exemplo, 
plantas danificadas devido a 
fatores não controláveis nos 
experimentos ou porque os 
dados foram digitados e men-
surados erradamente. Nesse 
caso a causa da perda não 
está correlacionada com a 
variável que contêm a ausên-
cia. Entretanto, naqueles pro-
gramas de teste de genótipos, 
nos quais as cultivares são 
escolhidas durante cada ano, 
baseadas somente nos dados 
que foram observados sem 
considerar aqueles dados não 
observados, o mecanismo de 
ausência é claramente aleató-
rio (Piepho e Möhring, 2006). 
O último tipo de ausência, 
MNAR, pode ser visto usual-
mente quando o mesmo sub-
conjunto de genótipos pode 
estar ausente em um número 
de ambientes da mesma sub-
-região, porque o melhorista 
de plantas no local não gosta 
desses genótipos. Assim, um 
genótipo ausente em um am-
biente, possivelmente será 
também ausente em outros 
ambientes. Nesses casos o 
mecanismo que produz valo-
res faltantes é naturalmente 
não aleatório.

Piepho (1995) estudou o 
comportamento de várias téc-
nicas de imputação conside-
rando valores faltantes 
MNAR, pelo qual nessa pes-
quisa foi avaliada uma alter-
nativa diferente, quer dizer, o 
mecanismo MCAR. Para es-
tudar os erros de predição 
associados aos algoritmos de 
imputação escolhidos em ex-
perimentos de interação G×A, 
foi desenvolvido um estudo 
de simulação baseado nos 
quatro conjuntos de dados 
reais por meio de um progra-
ma computacional em SAS/
IML (SAS, 2004).

Cada matriz de dados foi 
submetida a retiradas aleató-
rias em diferentes porcenta-
gens. Foram consideradas as 
porcentagens de 10, 20 e 
40%, o processo foi repetido 
1000 vezes para cada porcen-
tagem em cada matriz, geran-
do 12000 conjuntos de dados 
incompletos. Em cada um 
desses conjuntos gerados fo-
ram encontrados os erros de 
predição utilizando a técnica 
de validação cruzada descrita 
a seguir. Da tabela de dados 
presentes, foi deletado um por 
vez, imputando o dado deleta-
do e guardando a diferença 
entre a estimativa e o dado 
atual para a casela sob consi-
deração. Isto foi feito para 
todas as caselas presentes e 
depois foi calculada a média 
das diferenças ao quadrado. 
Denote essa quantidade por 
D. D contém dois componen-
tes de variação: um devido à 
inexatidão preditiva da esti-
mativa ou imputação e o ou-
tro devido ao erro amostral 
dos dados presentes. Por essa 
razão, D deve ser corrigida 
subtraindo uma estimativa do 
er ro da média (s2). A raiz 
quadrada de (D-s2) pode ser 
tomada como o erro de predi-
ção para um valor imputado. 
Em cada conjunto de dados 
simulado foram encontrados 
os erros de predição associa-
dos a cada método de imputa-
ção, mas para conseguir ver 
facilmente as diferenças entre 
os diferentes métodos foi 
computada a média e o des-
vio padrão para calcular os 
erros de predição padroniza-
dos. Além disso, no estudo de 
simulação foram avaliados os 
erros de predição por meio do 
cálculo de intervalos de impu-
tação de 95% para as obser-
vações ausentes da seguinte 
maneira: , em 
que  representa a imputação 
e z1-α, com α=0,05. Dado que 
se tinham as matrizes com-
pletas dos experimentos, foi 
calculado o número modal de 
intervalos que continham o 
respectivo dado real. Por 
exemplo, no conjunto de da-
dos de eucalipto, uma retirada 
de 20% é equivalente a retirar 
28 dados, para cada dado re-

tirado foi encontrado um in-
tervalo de imputação e depois 
de obter os 28 intervalos, fo-
ram verificados quantos deles 
continham o dado real. O nú-
mero modal foi calculado so-
bre mil repetições.

resultados e discussão

Na tabela I se encontra a 
informação sobre a escolha 
do número de componentes 
multiplicativos (para explicar 
a interação G×A) do modelo 
AMMI que pode ser utilizado 
nos conjuntos de dados origi-
nais, sobre os quais foi feito 
posteriormente o estudo de 
simulação. Para escolher o 
modelo foi utilizada avaliação 
preditiva por validação cruza-
da e o melhor modelo será 
aquele que apresente a menor 
estatística PRESS. Pode se 
observar que nos dados de 
eucalipto um modelo apro-
priado pode ser o AMMI2, 
nos dados de ervilha e algo-
dão um modelo AMMI1 e fi-
nalmente, nos dados de feijão 
um modelo AMMI4 pode ser 
o mais apropriado.

Com relação ao estudo de 
simulação, nas f iguras são 
apresentados os gráficos de 
caixas dos erros de predição 
padronizados associados aos 
métodos de imputação em 
cada conjunto de dados consi-
derado. Na Figura 1 se mos-
tram os resultados do estudo 
de simulação nos dados de 
ervilha e observa-se que em 
todas as porcentagens de reti-
rada aleatória se tem uma 
distribuição assimétrica à di-
reita quando se imputaram os 
dados com um modelo aditivo 
sem interação, uma distribui-
ção aproximadamente simétri-
ca quando se imputaram com 
r-AMMI1, e uma distribuição 
assimétrica à esquerda quando 
se imputaram com r-AMMI2 
e r-AMMI3. Segundo essa fi-
gura, a menor mediana dos 
erros preditivos padronizados 
foi encontrada com a imputa-
ção por meio de um modelo 
aditivo. Entretanto, na Figura 
2 se têm os resultados obtidos 
nos dados de algodão e obser-
va-se que em todas as porcen-
tagens de retirada aleatória se 
tem uma distribuição aproxi-
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madamente simétrica quando 
se usou o método r-AMMI2. 
Nessa figura é possível con-
cluir que a menor mediana 
dos erros de predição foi ob-
tida com um modelo aditivo e 
com r-AMMI1. Nas Figuras 3 
e 4 são apresentados os resul-
tados correspondentes aos 
dados de eucalipto e de feijão. 
Nesses dados a menor media-
na dos erros de predição foi 
detectada com o método do 
modelo aditivo, e para as por-
centagens de 10 e 20% todos 
os algoritmos de imputação 
tiveram uma distr ibuição 
aproximadamente simétrica.

Na Tabela II são apresenta-
das as principais estatísticas, 
tais como a média, mediana, 
variância e distância interquar-
til (Q3-Q1) dos erros de predi-
ção padronizados associados a 
cada método de imputação. Os 
melhores erros de predição são 
aqueles que tenham os meno-
res valores das estatísticas na 
escala padronizada e conjunta-
mente possuam uma dispersão 
pequena. Em geral, para os 
quatro conjuntos de dados 
considerados os melhores erros 
foram obtidos por meio dos 
métodos do modelo aditivo e 
r-AMMI1. Por exemplo, nos 
dados de ervilha com uma re-
tirada aleatória de 10% as mé-
dias para esses métodos foram 
-0,9863 e -0,1034, enquanto 
que para os métodos r-AMMI2 

Figura 1. Distribuição dos erros de predição padronizados associados 
aos métodos de imputação nos dados de ervilha.

Figura 2. Distribuição dos erros de predição padronizados associados 
aos métodos de imputação nos dados de algodão.

Figura 3. Distribuição dos erros de predição padronizados associados 
aos métodos de imputação nos dados de eucalipto.

Figura 4. Distribuição dos erros de predição padronizados associados 
aos métodos de imputação nos dados de feijão.

e r-AMMI3 foram 0,3152 e 
0,7744. Um comportamento 
parecido ocorreu com os de-
mais conjuntos de dados nas 
diferentes porcentagens de re-
tirada aleatória.

Para verificar as diferenças 
dos erros de predição entre 
os métodos de imputação 
considerados, foi feito o teste 
não paramétrico de Friedman 
em cada porcentagem de re-
tirada de cada conjunto de 
dados. Os valores da estatís-
tica TFriedman (Sprent e Smee-
ton, 2001) no conjunto de 
dados de ervilha foram: 
1096,88 (p<0,0001) para 
10%, 528,25 (p<0,0001) para 
20% e 217,22 (p<0,0001) 
para 40% de retirada dos da-
dos. No conjunto de dados de 
algodão os valores da TFriedman 
foram: 2141,62 (p<0,0001) 
para 10%, 1309,72 (p<0,0001) 
para 20% e 740,39 
(p<0,0001) para 40% de reti-
rada dos dados. Entretanto, 
no conjunto de dados de fei-
jão os valores corresponden-
tes à TFriedman foram: 5880,63 
(p<0,0001) para 10%, 2105,67 
(p<0,0001) para 20% e 
613,27 (p<0,0001) para 40%. 
Por ultimo, no conjunto de 
dados de eucalipto os valores 
de TFriedman foram 2840,67 
(p<0,0001), 1467,33 (p<0,0001) 
e 476,69 (p<0,0001) para as 
porcentagens de retirada 10, 
20 e 40% respectivamente.

TABELA I
VALOR DA SOMA DE QUADRADOS DA PREDIçãO 

(PRESS) UTILIZANDO VALIDAçãO CRUZADA 
POR AUTOVETOR NA ESCOLhA DO MODELO AMMI 

PARA ExPLICAR A INTERAçãO NOS CONJUNTOS 
DE DADOS ORIGINAIS COMPLETOS

PRESS
Modelo Eucalipto Ervilha Feijão Algodão

AMMI1 75,11086 156,0466 113,4852 19,80334
AMMI2 73,81755 161,0563 125,1817 20,66733
AMMI3 100,35854 177,8808 119,7403 22,939
AMMI4 134,39137 242,7536 108,7088 24,3314
AMMI5 575,08776 316,3643 141,2513 26,04652
AMMI6 56146,33573 317,2348 171,0122 29,48473
AMMI7 875,7188 289,9653 36,90663
AMMI8 12304,1671 718,3669 54,182
AMMI9 1297,3257 64,25948
AMMI10 5204,157 80,85339
AMMI11 20406,6026 73,46169
AMMI12 132,6654
AMMI13 381,61369
AMMI14    373582,7168
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Uma vez confirmado que 
pelo menos um algoritmo de 
imputação tem um parâmetro 
de centralidade diferente dos 
outros três algoritmos, fize-
ram-se comparações múlti-
plas confrontando os métodos 
de imputação dois a dois, 
encontrando que no conjunto 
de dados de ervilha existem 
diferenças significativas dos 

erros de predição padroniza-
dos entre os quatro métodos 
de imputação. No conjunto 
de dados de algodão não se 
encontraram diferenças signi-
ficativas dos erros de predi-
ção ent re os métodos que 
usaram um modelo aditivo e 
o r-AMMI1 para as porcenta-
gens de ret i rada de 10 e 
40%. Entretanto, nos dados 

de feijão e de euca-
lipto todos os méto-
dos considerados 
tiveram diferenças 
estatísticas signifi-
cat ivas. Similar-
mente, foi testada a 
hipótese de homo-
geneidade de vari-
âncias nos erros de 
predição por meio 
da estatística de Le-
vene, encontrando 
que somente se têm 
variâncias homogê-
neas no conjunto de 
dados de algodão 
quando se imputou 
10%, o valor da es-
tat íst ica foi 2,24 
(p= 0,0819).

Os erros de pre-
dição por meio de 
validação cruzada 
foram utilizados no 
cálculo de interva-
los de confiança de 
95% para as impu-
tações e os resulta-
dos são apresenta-
dos na Tabela III. 
Segundo essa tabela 
os quatro métodos 
de predição apre-
sentam um desem-
penho muito pareci-
do e por isso uma 
escolha lógica do 
método de imputa-
ção seria o modelo 
aditivo por causa de 
simplicidade. Ob-
serva-se, por exem-
plo, no conjunto de 
dados de feijão que 
uma retirada aleató-
ria de 20% é equi-
valente a 36 dados 
e no estudo de si-
mulação sobre 1000 
repetições do pro-
cesso, o número 
modal de intervalos 
que continham o 
verdadeiro dado foi 

34. Assim, ~94,4% dos inter-
valos contém o dado real. No 
conjunto de dados de euca-
lipto, uma retirada aleatória 
de 10% é equivalente a 14 
dados e depois das 1000 re-
petições o número modal de 
intervalos contendo o dado 
real foi também 14, quer di-
zer que nesse caso ~100% 
dos intervalos contém o dado 

verdadeiro. Note-se que uma 
interpretação similar pode ser 
feita para os outros conjuntos 
de dados nas outras porcenta-
gens de perda aleatória.

conclusões

Neste estudo dos erros de 
predição, tiveram-se diferen-
tes est ruturas segundo os 
métodos utilizados para re-
solver o problema de desba-
lanceamento em experimen-
tos com interação, mas sem-
pre foram minimizados quan-
do se imputou por meio de 
um modelo aditivo sem inte-
ração e naturalmente, com 
erros pequenos a distância 
entre os limites dos interva-
los de imputação será tam-
bém pequena e a qual, é uma 
característica desejável nessa 
classe de estudos estatísticos.
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TABELA III
NúMERO MODAL DE INtERVALOS DE PREDIçãO DE 95% 

PARA OBSERVAçõES AUSENTES QUE CONTéM 
O RESPECTIVO DADO REAL RETIRADO NO ESTUDO 

DE SIMULAçãO SOBRE 1000 REPETIçõES

Conjunto 
de dados

% de 
retirada

Número 
de dados 
retirados

Modelo 
aditivo r-AMMI1 r-AMMI2 r-AMMI3

Ervilha
10% 17 17 16 16 17
20% 33 31 31 31 30
40% 65 61 62 61 61

 10% 41 39 39 39 40
Algodão 20% 81 76 77 77 77

 40% 162 151 151 151 154

 Eucalipto
10% 14 14 14 14 14
20% 28 27 27 27 27
40% 56 53 53 53 54

Feijão
10% 18 17 17 17 17
20% 36 34 34 34 34
40% 72 69 69 69 69
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